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Öz  Abstract 

Kısırlık son 50 yılda dünya çapında önemli bir sağlık problemi haline 
gelmiştir. Dünyanın farklı bölgelerine göre oranı değişen bu problem 
ortalama olarak dünyadaki her on çiften birini etkilemektedir. Erkek 
kaynaklı kısırlık teşhisi, sperm kalitesi değerlendirilerek yapılır. Sperm 
kalitesi araştırılırken sperm sayısı, hareketi ve morfolojik yapısı 
değerlendirilir. Sperm hareketi ve sayımının analizi öncesinde sperm 
tespiti önemli bir adımdır. Bu çalışmada, oluşturulan özgün yeni semen 
video veri kümesi üzerinde Faster R-CNN ve YOLOv3 derin öğrenme 
yöntemleri kullanılarak otonom sperm tespiti gerçekleştirilmiştir. 
Çalışma kapsamında oluşturulan bu özgün veri kümesi, mikroskop 
altında semen örneklerinin cep telefonu yardımı ile elde edilen 10 
hastaya ait semen videolarını ve içeriğindeki nesnelerin sperm ve sperm 
olmayan şeklindeki etiket bilgisini içermektedir. Analiz için hazırlanmış 
etiketli videolar hasta odaklı ve hasta bağımsız olmak üzere iki senaryo 
ile değerlendirilmiştir. İlk senaryomuzda etiketli sekiz video 
birleştirilerek Faster R-CNN ve YOLOv3 modelleri 3 farklı oranda 
oluşturulmuş veriler ile eğitilmiş ve test edilmiştir. İkinci senaryoda ise 
eğitilmiş her bir modelimiz daha önce eğitime hiç katılmamış iki video 
ile test edilmiştir. İkinci senaryomuzda, eğitimine hiç katılmamış 
videolar kullanılarak algılama performansları değerlendirilmiştir. 
Yapılan çalışmada YOLOv3 modeli ile bireysel videolarda %96, 
ortalama da ise %84,5 gibi mAP sperm tespit sonuçları elde edilmiştir. 
Sonuçlar nesne tespitinin doğruluğu ve eğitim süreleri gibi iki önemli 
kriter ile karşılaştırıldığında YOLOv3 yöntemi Faster R-CNN 
yönteminden daha başarılı olduğu gözlemlenmiştir. 

 Infertility has become a significant health issue worldwide in the last 50 
years. This issue, with varying rates across different regions of the 
world, affects approximately one out of every ten couples on average 
globally. Diagnosis of male-related infertility is conducted by evaluating 
sperm quality. When investigating sperm quality, factors such as sperm 
count, motility, and morphological structure are assessed. Detection of 
sperm before the analysis of sperm motility and count is an important 
step. In this study, autonomous sperm detection was carried out using 
deep learning methods, namely Faster R-CNN and YOLOv3, on a newly 
generated and unique semen video dataset. This distinct dataset, 
created within the scope of this study, includes semen videos from 10 
patients obtained with the assistance of a mobile phone under a 
microscope. Videos contain label information that classifies objects as 
sperm and non-sperm. Labeled videos prepared for analysis were 
evaluated under two scenarios: patient-focused and patient-
independent. In the first scenario, eight labeled videos were combined 
to train and test Faster R-CNN and YOLOv3 models in three different 
ratios. In the second scenario, each trained model was tested with two 
videos that had never been part of the training process. In this second 
scenario, detection performances were evaluated using videos that had 
not been involved in training. The study achieved sperm detection 
results of approximately 96% in individual videos using the YOLOv3 
model and an average mAP of 84.5%. When compared against two 
significant criteria, object detection accuracy and training times, the 
YOLOv3 method was observed to be more successful than the Faster R-
CNN method. 

Anahtar kelimeler: Kısırlık, Video analizi, Sperm tespiti, YOLOv3, 
Faster R-CNN 

 Keywords: Infertility, Video analysis, Sperm detection, YOLOv3, 
Faster R-CNN 

1 Giriş 

Günümüzde kısırlık birincil veya ikincil kısırlık olarak 
sınıflandırılır. Birincil kısırlık; erkek ile kadının 12 ay veya daha 
fazla süre içerisinde düzenli olarak ve hiçbir cinsel korunma 
olmadan cinsel ilişkiye girmelerine rağmen kadının hamile 
kalamaması olarak tanımlanmaktadır [1]. İkincil kısırlık ise 
kadının en az bir hamilelikten sonra bir daha hamile kalamama 
durumuna denir. Açıklanabilen veya açıklanamayan olarak 
belirtilen kısırlık problemleri yaşayan bireylerin sayısı son 50 
yılda hızla artarak bütün ülkelerde önemli, çok yönlü bir sorun 
haline gelmiştir [2], [3]. Kısırlık teşhisinin görülme oranları 
bölgesel olarak farklılıklar göstermektedir [4]. Amerika Birleşik 
Devletleri’nde %6, Birleşik Krallık’ ta %10-15 Afrika 
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ülkelerinde ise %20-35 arasında kısırlık problemlerinin 
görüldüğü raporlanmıştır [5]. Ortalama olarak dünyadaki 
çiftlerin %15'ini etkileyen bir problem haline gelmiştir [4], [6]. 
Geçmişte yapılan çalışmalarda kısır vakaların %20'sinden 
erkek birey etmeni tek başına sorumluyken %40'na kadar ise 
katkısının olduğu raporlanmıştır [7]. Günümüzdeki yapılan 
çalışmalarda bu oran artarak kısır vakalarının %40'ında sadece 
erkek sorumluyken %50'sine kadar erkek faktörünün katkısı 
bulunmaktadır [8], [9]. Erkeklerde kısırlık nedenleri; damar 
tıkanıklığı (varikosel), kanal tıkanıklığı veya boşalma sorunları 
gibi anatomik anormallikler olduğu gibi dış çevresel faktörler 
de olabilir [10]. Erkek kısırlığına neden olan dış çevresel 
faktörler, kötü beslenme alışkanlığı, sigara, radyasyon, ağır 
metaller, yüksek sıcaklık, bazı anti bakteriyel ilaçlar, bazı 



 

 
 

bitkiler ve stres gibi birçok faktör örnek olarak verilebilir [11]. 
Sperm analizi ise kısırlık vakasında erkek partneri 
değerlendirmek için tercih edilen test olmuştur. Sperm analizi 
ile ilgili çalışmalar 1929'lu yıllara dayanmaktadır [12]. Fakat 
çalışmaların büyük bir bölümü 1980'den sonra Dünya Sağlık 
Örgütünün (DSÖ) ayrıntılı semen analizine başlaması ile ortaya 
çıkmaktadır. Semen örneklerinin analiz edilmesi, belirli 
durumlarda erkeğin doğurganlığı hakkında değerli bilgiler 
sağlasa da bazı şartları ve zorlukları vardır. DSÖ’ne göre, sperm 
analizi en az 3-5 gün cinsel perhiz sonrası mastürbasyonla 
erkeklerden elde edilen semen örneği üzerinden yapılır [13]. 
Eski çalışmalarda kısırlık teşhisi tamamen mikroskop altı 
görsel inceleme ile yapılırken günümüzde ise görsel 
incelemenin yanında bilgisayar destekli sistemler ile 
yapılmaktadır. Görsel değerlendirme, deneyimli kişiler 
tarafından mikroskobik görüntülerin manuel olarak 
incelenmesidir. Makler [14], Hemositometre [15] vb. gibi farklı 
tıbbi sayım materyalleri, sayım ve hareket analiz süreçlerine 
yardımcı olmak için görsel değerlendirme tekniğinde 
kullanılmaktadır. Görsel analiz zor, zaman alıcı ve gözlemciler 
arası değişkenliğe tabidir [16]. Görsel analizin 
dezavantajlarından dolayı 1980'lerden itibaren Bilgisayar 
Destekli Sperm Analiz (CASA) sistemleri geliştirilmiştir. CASA 
sistemleri görsel yöntemlere göre objektif ve tutarlı analizler 
sağlamaktadır [17], [18], [19]. Fakat CASA sistemlerinin görsel 
sistemlere göre yüksek maliyet ve standardizasyona bağımlı 
olmaları, ayrıca sistem kullanıcılarının parametre ve 
konfigürasyon eğitim ihtiyaçları gibi birçok dezavantajları 
vardır [20].  

1.1 Sperm Hücresi ve Hareketi 

Sperm tespiti aşamasında incelenen hücrenin sperm olup 
olmadığı tespit edilirken spermin morfolojine bakılır. DSÖ’nün 
Kruger kriterleri ve Menkveld çalışması [21] göz önüne 
alınarak normal bir sperm oval, düzgün kenarlı ve kafa alanın 
ortalama %40-%70’ini kaplayan belirgin bir akrozoma sahip 
olmalıdır. Ayrıca baş, orta kısım ve kuyruğuna ait herhangi bir 
deformasyonu bulunmamalıdır. Bu açıklamalar göz önünde 
bulundurularak Şekil 1'de örnek bir sperm hücresinin çizimi 
görselleştirilmiştir.  

 

Şekil 1. Örnek sperm hücresi. 

Figure 1. Example sperm cell. 

DSÖ'nün yayınladığı kılavuza göre sperm sayısı için 15 
milyon/ml normal sınır olarak kabul edilmektedir. Ayrıca 
sperm hareketi dört kategori ile tanımlanır: Hızlı hareket 
(Grade A), Normal hareket (Grade B), tutarsız hareket (Grade 
C) ve titreşimli ya da hareketsiz (Grade D). Aynı kılavuza göre, 
tüm sperm konsantrasyonunun %40'ı hareketli olmalı ve 
ölçülen tüm hareketlilerin %32'si ilerleyici tipte olmalıdır 
(Grade A+B) [1]. 

Literatürde yapılan çalışmalar incelendiğinde sperm hareketi 
analizinde tıkanma, aydınlatma değişiklikleri, kamera efektleri 
ve gürültü gibi zorlu konular, aşılması gereken önemli konular 
olarak sunulmaktadır. Sperm videolarının görüntülenmesi 

aşamasında temelde faz-zıtlık (phase-contrast) veya florasan 
boyama (fluorescence dying) gibi teknikler kullanılmaktadır 
[19]. Florasan boyama tekniğinde ışığın meni üzerine 
yansıması nedeniyle hareketli sperm sayımı kolaylıkla 
yapılabilmektedir. Fakat meni örneğinde kan hücreleri, 
kalıntılar veya lökositler de bulunur. Bu durumda bu hücreler 
hareketsiz sperm örnekleri ile karıştırılabilir. Yani hareketsiz 
sperm ve bu parçacıkların ayırt edilebilirliği tam olarak 
sağlanamayabilir. Bu açıdan literatürde sperm analizi ile ilgili 
yapılan çalışmaların çoğunluğu faz-zıtlık mikroskobik 
görüntüler üzerinden gerçekleştirilmiştir [22]. Şekil 2’de faz-
zıtlık ve florasan boyama tekniklerinden elde edilmiş örnek 
sperm görüntüleri göstermektedir [23]. 

 

Şekil 2. a) Faz-zıtlık ve b) Florasan boyama tekniklerinden 
elde edilmiş örnek sperm görüntüleri. 

Figure 2. Sample sperm images obtained from a) Phase-contrast 
and b) Fluorescence dying techniques. 

1.2 Nesne Tespiti Alanında İncelenen Çalışmalar 

Son yıllarda derin öğrenme yöntemleri nesne algılama gibi 
birçok yapay zekâ alanında kullanılmaktadır. Literatürde iki 
aşamalı ve tek aşamalı yöntemler olmak üzere iki ana yaklaşım 
kapsamında derin öğrenme tabanlı nesne tespit (detektör) 
yöntemleri mevcuttur. İki aşamalı CNN serisi modeller [24], 
[25], [26], [27] tek aşamalı YOLO serisi modeller [28], [29], [30], 
[31], SSD [32] ve RetinaNet [33] gibi birçok nesne algılama 
modelleri önerilmektedir [34]. Tek aşamalı dedektörler 
regresyon fikrine dayanır. Bu yöntemler ile önceden önerilen 
bölgeler oluşturmadan doğrudan giriş görüntüsünden nihai 
tahmin sonuçları çıkarılır. Genelde nesne algılama probleminde 
tek aşamalı dedektörler tarafından çok daha hızlı işlem 
sürelerinde yeterli doğruluk düzeyi sağlanır. YOLO ve ailesi, 
RetinaNet ve SSD gibi yöntemler tek aşamalı nesne 
dedektörlerinin en önemli örnekleridir. İki aşamalı dedektörler 
seçici arama algoritması aracılığıyla teklif bölgeleri oluşturur. 
Oluşturulan teklif bölgelerinin öznitelikleri CNN’ler 
kullanılarak çıkarılır. Son aşamada ise her bölgedeki nesneleri 
tahmin etmek ve nesnelerin kategorisini belirlemek için SVM 
sınıflandırıcısı kullanılır. Bu modeller tek aşamalı yöntemlere 
göre bazen daha yüksek doğruluk elde edilebilir, ancak daha 
uzun eğitim süreleri alır. R-CNN ailesi iki aşamalı mimarilere 
örnek verilebilir. 

Benjdira ve arkadaşları çalışmalarında insansız hava 
araçlarıyla trafikteki araçların tespiti ve sayımıyla ilgili çalışma 
yapmışlardır [35]. Çalışmalarında insansız hava aracı 
tarafından elde edilen veri setinin [36] eğitimi için R-CNN ve 
YOLOv3 kullanılarak performansları karşılaştırılmıştır.  

Adarsh ve arkadaşları tek aşamalı ve iki aşamalı nesne tespit 
yöntemleriyle ilgili genel bir araştırma sunmuşlardır. İki 
aşamalı nesne algılayıcı algoritmalar R-CNN ailesi ile, tek 
aşamalı nesne algılayıcı algoritmaları olan YOLO ailesi ve 
SSD’ye değinmişlerdir. İki aşamalı algılayıcıların daha çok 
sonucun doğruluğuna odaklandığını, tek aşamalı algılayıcıların 
ise sonuca hızlı erişilmesinde bahsetmişlerdir. Çalışmalarında 



 

 
 

YOLOv3'ün başka versiyonu olan YOLO v3-Tiny ile hem 
doğruluk hem de hız açısından diğer yöntemlere göre daha iyi 
sonuç elde etmişlerdir. Fakat çalışmalarında küçük hedeflerin 
tespiti için yeterli doğruluğa ulaşamamışlardır [37].  

Baygın ve arkadaşları çalışmalarında AlexNet ve MobileNetV2 
birleştirerek yüz ifadesi tanımada hibrit derin öğrenme 
modelini kullanmışlardır. Çalışmalarında farklı veri setleri 
kullanarak otomatik yüz ifadesi tanımada yüksek başarı 
oranları elde etmişlerdir [38]. Müezzinoğlu ve arkadaşları 
çalışmalarında bölgesel (patch) tabanlı derin özellik modeller 
kullanarak beyin tümörü görüntü veri setini sınıflandırma 
işlemini yüksek doğrulukta gerçekleştirmişlerdir [39]. Süt ve 
arkadaşları araştırmalarında BT (Bilgisayarlı Tomografi) 
görüntülerini kullanarak Addison hastalığını yüksek başarım 
ile sınıflandırmışlardır [40].  

Cai ve Vasconcelos çalışmalarında [41] nesne tespiti için çok 
aşamalı nesne algılama mimarisi olan Cascade R-CNN ile 
eğitilmiş bir dizi algılayıcı kullanmışlardır. Algılayıcı çıktısı bir 
sonraki yüksek kaliteli algılayıcı ile aşamalı eğitilmiştir. 
Yazarlar önerdikleri yöntemi COCO [42] ve PASCAL VOC [43] 
veri setleri üzerinde test etmişlerdir. Sonuçlarının tek aşamalı 
nesne algılayıcılardan daha iyi olduğunu ifade etmişlerdir. 
Fakat yazarlar yöntemlerini hız açısından tek aşamalı 
yöntemler ile karşılaştırmamaları çalışmanın eksikliğidir. 

1.3 Sperm Tespiti Alanında İncelenen Çalışmalar 

Sperm analizi yapılırken morfolojisi (morphology), sayısı 
(count) ve hareketi (motility) gibi spermin üç önemli özelliği 
üzerine odaklanılır [44]. Sperm analizinde önemli bir 
değerlendirme kriteri olan hareket analizi öncesinde sperm 
tespiti yapılır.  

Daha önce sperm tespiti ile ilgili yapılan çalışmalarda [45], [46] 
eşik değer, kenar saptama gibi birçok geleneksel görüntü 
işleme tekniklerine dayanmaktadır. Sperm videolarındaki 
sperm yoğunluğuna göre sperm tespitinin başarısı 
değişmektedir. Örneğin videoda 10 ve 20 sperm olan bir 
çalışmada [47] sperm tespit başarısı çok yüksek olmaktadır. 
Fakat yoğunluk arttıkça sperm hücrelerinin anlık değişim 
gösteren hareketleri nedeniyle oluşan çarpışmalarından dolayı 
sperm tespitinde ölçüm hatalarına neden olmaktadır [48].  

Hidayetullah ve arkadaşları çalışmalarında boğa sperm 
hücrelerine ait videolarda sperm tespiti için YOLO (You Only 
Look Once) tabanlı DeepSperm adlı bir yöntem önermişlerdir. 
Önerdikleri yöntemin performansını artırmak için veri artırma 
ve bazı hiper parametreleri değiştirerek kullanmışlardır. 
Önerilen yöntemi YOLO v3 ve Mask R-CNN ile 
karşılaştırmışlardır. Test veri setlerinde %86,91 mAP (mean 
average precisions) değerine ulaştıklarını belirtmişlerdir [49].  

Aggarwal ve arkadaşları kanser hastalarında sperm tespiti için 
veri artırma kullanarak derin öğrenme tabanlı YOLOv3 ve 
Faster R-CNN uygulamışlardır. Eğitim öncesi sperm hücrelerini 
normal ve anormal olarak etiketlemişlerdir. YOLOv3 ve Faster 
R-CNN ile sırasıyla 0.37 ve 0.56 mAP sonuçları elde etmişlerdir. 
Ayrıca çalışmalarında YOLOv3 modelinin eğitim süresi 
açısından Faster R-CNN modeline göre çok hızlı olduğunun 
sonucuna varmışlar [50].  

Valiuškaite ve arkadaşları VISEM (A Multimodal Video Dataset 
of Human Spermatozoa) videolarında sperm kafasının 
hareketliliğini değerlendirmek için R-CNN mimarisini 
kullanmışlardır. Sperm kafasının segmentasyonu için merkezi 
bir koordinat izleme algoritması (CCTA) önerilmiştir. 
Önerdikleri yöntemle spermin kafa bölgesini %91,77 

doğrulukla belirlemişlerdir [51]. Çalışmanın 
dezavantajlarından biri, sonuçlarını YOLO gibi diğer popüler 
algoritmalarla karşılaştırmamış olmasıdır.  

Rahimzadeh ve arkadaşları çalışmalarında [52] sperm video 
veri setinde [51] sperm tespiti için derin öğrenme tabanlı 
RetinaNet'i kullanmışlar. Çalışmanın performansını artırmak 
için Retina ağına girdi olarak verilen birkaç ardışık çerçeveyi 
(frame) birleştirmişlerdir. Tespit aşamasından sonra izleme 
için ayırt edici korelasyon filtreleri (DCF) algoritmasını 
değiştirerek kullanmışlardır. Tespit aşamasında ortalama %96 
doğruluk elde etmişler. Çalışmanın dezavantajı sperm tespit 
sonuçlarının performansını güncel çalışmalarla karşılaştırabilir 
olmamasıdır.  

Hicks ve arkadaşları çalışmalarında [53] insan sperm 
hareketliliğinin otomatik olarak tahmini için klasik makine 
öğrenmesi yöntemleri ile derin öğrenme yöntemlerini 
karşılaştırmışlardır. Çalışmalarında 85 video veri seti [54] 
üzerinde eğitim yaparak derin öğrenme modellerinin klasik 
modellere kıyasla daha hızlı ve tutarlı olduğunu ifade 
etmişlerdir. Thambawita ve arkadaşları çalışmalarında [55], 
sperm başlarının hareket ve morfoloji analizi için otomatik 
kodlayıcı ile önceden eğitilmiş Resnet-34 CNN gibi iki aşamalı 
bir mimari önermişlerdir. 

Zou ve arkadaşları çalışmalarında [56] 111 tane kaliteli sperm 
videosunda [57] Tiny Object Detection-CNN (TOD-CNN) 
modelini kullanarak %85 mAP başarısı elde etmişlerdir. Chen 
ve arkadaşları [57] sperm görüntü ve videolarından oluşan 
SVIA isimli bir veri seti üzerinde derin öğrenme modelleri 
kullanarak sperm tespiti, sınıflandırılması ve spermlerin 
izlenmesi ile ilgili bir çalışma yapmışlardır. Spermlerin tespiti 
için SSD, RetinaNet, Faster-RCNN ve YOLO gibi yöntemleri 
karşılaştırarak en yüksek %40 mAP ile YOLO yöntemi 
tarafından elde edildiği raporlanmıştır. Çalışmanın dezavantajı 
%40 mAP değeri literatürdeki diğer çalışmalara göre düşük bir 
oranın olmasıdır.  

Gümüşçü ve Tenekeci çalışmalarında [58] İsfahan Doğurganlık 
ve Kısırlık Merkezinden elde edilen sperm videolarında Gauss 
Karışım Modeli kullanarak videodaki spermlerin hareketli 
bölgelerini tespit etmişlerdir. Hareketli bölge tespitinden sonra 
mevcut konumda bulunan hücrenin sperm hücresi olup 
olmadığını sınıflandırmışlardır. Çalışmalarında %82 gibi 
sınıflandırma doğruluğuna ulaşmışlardır. Çalışmalarını aynı 
veri setinde yapılan diğer çalışmalarla [59], [60], [61] 
kıyaslayarak en iyi sınıflandırma doğruluğa ulaştıklarını, işlem 
sürelerinde ise diğer çalışmalara göre daha uzun sürdüğünü 
ifade etmişlerdir.  

Mifune ve arkadaşları [62] çalışmalarında micro-TESE isimli 
sperm veri setinde sperm tespiti için YOLOv5 yöntemi 
kullanarak %81 mAP değeri elde etmişlerdir. Çalışmalarında 
12 tanesi eğitim, 2 tanesini doğrulama diğer 5 tanesini de test 
olmak üzere toplam 19 video veri seti kullanmışlardır. 
Çalışmalarını daha önce aynı veri setinde yapılan başka bir 
çalışma [63] ile kıyaslayarak hem başarı ve hem de zaman 
açısından daha iyi olduğuna ifade etmişlerdir. Hung ve 
Carpenter çalışmalarında [64] spermler gibi çıplak gözle 
görünmeyen parazitlerin tespitini Faster R-CNN kullanarak 
gerçekleştirmişlerdir. Çalışmanın en önemli dezavantajı veri 
setinde yeterli sayıda görüntü olmamasıdır. 

Sperm hareketliliğinin doğru analizi için sperm tespiti 
tartışmasız çok önemlidir. Sperm gibi küçük hücrelerin veya 
nesnelerin bulanık, düzensiz ve hassas konumlarından dolayı 
mevcut yöntemler ile algılanması zordur. Ayrıca sperm hareket 



 

 
 

analizi için CASA sistemlerini kullanmak oldukça maliyetli 
olduğundan dolayı bu çalışmada sperm hareket analizi öncesi 
sperm görüntülerinin tespitini geleneksel yöntemler yerine 
derin öğrenme yöntemleri kullanılmıştır. Bu çalışmada daha 
önce yapılan sperm hücre tespiti ile ilgili çalışmaların doğruluk 
ve yüksek hesaplama sürelerindeki sorunları çözmeye 
odaklandık.  Sperm tespit ve hareket analizine ilişkin 
çalışmaların yetersiz olması, literatürde sperm veri setlerinin 
eksikliğinden kaynaklandığı görülmektedir. Önerilen çalışma 
kapsamında oluşturulan sperm video veri kümesi ile belirtilen 
eksikliğin giderilmesi temelde hedeflenmektedir. Ayrıca, 
oluşturulan veri kümesi üzerinden çalışmalar 
gerçekleştirilerek, düşük maliyetli ve yüksek başarımlı sperm 
tespit yöntemi geliştirilmesi hedeflenmiştir. Yapılan çalışmada 
derin öğrenme tabanlı olan iki aşamalı ve tek aşamalı nesne 
tespit yöntemleri ile sperm tespit çalışması gerçekleştirildi. Bu 
modellerin diğer klasik yöntemlere göre avantajı daha hızlı ve 
makul sonuç alınabilmesidir. Bu yöntemler klasik yöntemleri 
gibi görüntüyü parçalara ayırarak her bir parçayı kayan 
pencere yöntemi ile bakmak yerine her pikseli modele bir kez 
vererek öğrenmesidir. Tek aşamalı yöntem olarak YOLOv3, iki 
aşamalı yöntem için ise Faster R-CNN yöntemi kullanılarak 
sperm tespiti noktasında mAP ve eğitim süresi olarak 
performans karşılaştırmaları gerçekleştirilmiştir. 

2 Materyaller ve Yöntemler 

Çalışmada oluşturulan etiketli sperm video veri seti, Recep 
Tayyip Erdoğan Üniversitesi Tıp Fakültesinden Girişimsel 

Olmayan Klinik Araştırmalar Etik Kurulu alınarak Şekil 3’de 
belirtilen veri toplama yöntemi ile elde edilmiştir. Sperm 
önekleri 10 farklı hastadan yaşları 19 ile 37 arasında değişen ve 
minimum 3, maksimum 7 günlük cinsel perhiz sonrasında 
toplanmıştır. Sperm örnekleri hastalardan mastürbasyon 
yoluyla steril, geniş ağızlı 60 ml'lik örnek kabında muhafaza 
edildi. Sperm örnekleri analiz öncesi vücut sıcaklığında 
karıştırıldıktan sonra 5 µL olacak şekilde Makler sayım çemberi 
üzerine yerleştirilerek analizi sağlandı.  

2.1 Önerilen Yaklaşım 

Yapılan çalışmanın metodoloji Şekil 3’te gösterildiği gibi üç ana 
kategoride incelenebilir: 1) Verilerin Elde Edilmesi, 2) Elde 
Edilen Video Görüntülerinin Etiketlenmesi 3) Etiketli 
Videoların Derin Öğrenme Tabanlı Yöntemler ile Eğitilmesi ve 
Test Edilmesi. 

Önerilen çalışmanın analiz aşamasına ait genel akış şeması 
Şekil 4’te sunulmaktadır. Elde edilen sperm videolarının sekiz 
tanesi %20/%50/%80 oranlarında eğitim ve test setlerine 
ayrıldıktan sonra YOLOV3 ve Faster R-CNN yöntemleri ile ayrı 
ayrı eğitilmiş ve test edilmiştir. Sonrasında daha önce eğitime 
hiç katılmamış iki video, yöntemler üzerinde test işlemine tabi 
tutulmuştur. Sonuçlar mAP ve eğitim süreleri gibi performans 
metrikleri kullanılarak değerlendirilmiştir. 

 

 

Şekil 3. Çalışmanın genel metodolojisi (sperm videolarının elde edilmesi, etiketlenmesi ve tespiti). 

Figure-3. General methodology of the study (obtaining, labeling and detecting sperm videos). 

 

 



 

 
 

 

Şekil 4. Çalışmanın genel akışı. 

Figure 4. General flowchart of the work. 

 

2.2 Sperm Videolarının Elde Edilmesi 

Sperm örnekleri hastalardan elde edildikten sonra Makler 
odasına aktarıldı ve Olympos CX31 mikroskobunun X100 
büyütmesinde incelendi. Akıllı telefon aracılığı ile mikroskopta 
görüntülenen farklı uzunlukta 10 video Şekil 3’te görüldüğü 
gibi elde edilmiştir. Böylece analiz öncesinde daha az maliyetli 
ve kolay taşınabilir veri toplama sistemi tasarlandı. 

2.3 Sperm Video Görüntülerinin Etiketlenmesi 

Çalışmada 10 farklı hastadan elde edilen 30 FPS (frame per 
second - saniye başına çerçeve) kaydedilen videoların her biri 
ön işleme anlamında derin öğrenme modellerinin eğitim 
sürelerini kısaltmak için 5 FPS ve 640x640 çözünürlükte olacak 
şekilde yeniden düzenlendi. Ardından uzmanlar yardımı ile 
LabelIMG [65] programı kullanılarak her bir karedeki (çerçeve) 
ilgi alanları sperm ve non-sperm (sperm olmayan) olarak 
etiketlendi. Etiketleme işlemi sonucunda örnek bir çerçeve 
Şekil 5’te verilmiştir. 

 

Şekil 5. Sperm videolarının etiketleme örneği. 

Figure 5. Labeling example of sperm videos. 

Örnek görüntü üzerindeki yeşil kutular spermi, kırmızı kutular 
ise sperm olmayan (non-sperm) yapıları göstermektedir. 
Böylece her bir çerçevede ortalama 15-25 etiketli sperm 

görüntüsü bulunmaktadır. Analiz öncesinde kullanılan etiketli 
sperm videoları ile ilgili ayrıntılı etiket bilgisi Tablo 1'de 
verilmiştir. 

 

Tablo 1. Etiketli sperm videolarının özellikleri. 

Table 1. Features of labelled sperm videos. 

Video 

ID 

Sperm 

Sayısı  

Non-Sperm 

Sayısı 

 

Toplam 

Etiket 

Sayısı 

Toplam 

Çerçeve 

Sayısı 

1 2510 361 2871 60 

2 3095 267 3362 51 

3 3895 191 4086 54 

4 1224 45 1269 13 

5 3443 163 3606 47 

6 2004 157 2161 150 

7 2652 238 2890 150 

8 2831 380 3211 150 

9 6679 4325 11004 150 

10 2579 285 2864 150 

2.4 Eğitim ve Test Oranlarının Belirlenmesi  

Çalışmada kullanılan 8 video, modellerin eğitimi ve testi için 
%20 eğitim %80 test, %50 eğitim %50 test ve %80 eğitim %20 
test olmak üzere üç farklı oranda kullanılmıştır. Video 1 ve 2 ise 
hiçbir şekilde model eğitiminde kullanılmamış, sadece diğer 8 
video tarafından eğitimi tamamlanan model üzerinde test için 
kullanılmıştır. Böylece çalışmada her bir videonun eğitime 
katılan oranın mAP performansına etkisi incelenmiştir. 

2.5 Derin Öğrenme Tabanlı Nesne Tespit Yöntemleri  

Bu çalışmada sperm tespit probleminde hem Faster R-CNN gibi 
iki aşamalı hem de YOLOv3 gibi tek aşamalı derin öğrenme 
tabanlı nesne tespit tekniği kullanılmıştır. Teknikler, üç farklı 
veri kümesi bölümleme oranı ile değerlendirilmiştir. 



 

 
 

Şekil 6. YOLOv3 yönteminin genel yapısı [30] 
Figure 6. General structure of the YOLOv3 method [30]

2.5.1 YOLOv3 

YOLOv3 kullanılarak sadece bir evrişim sinir ağı ile 
görüntülerden sınıf olasılıkları ve sınırlayıcı kutunun ofsetleri 
doğrudan tahmin edilir. Böylece bölge önerilerini tamamen 
ortadan kaldırır ve uçtan uca algılama sistemi önerir. Özellik 
çıkarma için Darknet-53 olarak adlandırılan yeni bir ağ 
kullanır. YOLOv3 öngörülen sınırlayıcı kutuların başlangıç 
genişliğini ve yüksekliğini tahmin etmek için k-ortalama küme 
yöntemini kullanır. YOLOv3 [30] yöntemi ile sınıf tahminleri 
için ikili çapraz entropi fonksiyonu önerilmiştir. Böylece küçük 
nesnelerle ilgili algılama doğruluğunu önceki yöntemlere göre 
geliştirilmiştir. YOLOv3 genel yapısı Şekil 6’da verilmiştir. 

2.5.2 Faster R-CNN 

Faster R-CNN, nesne tespiti için VGG-16 isimli bir CNN modelini 
kullanarak özellik keşfi gerçekleştirir. Daha sonra özellik 
haritasından bölge önerileri çıkarmak için bir bölgesel teklif ağı 
kullanır. Faster R-CNN R-CNN ailesinin gelişmiş bir 
versiyonudur. Teklif bölgeleri oluşturulurken önceki 
versiyonlar gibi seçici bir arama tekniği yerine bölgesel öneri 
ağı uygulanır. Faster R-CNN modeli iki modüle ayrılmıştır: RPN 

ve Fast R-CNN dedektörü. RPN, ikinci modül için girdi görevi 
gören çoklu ölçekler ve en boy oranları ile bölge önerileri 
sağlayan tamamen evrişimli bir ağdır. Ardından nesne önerileri 
koleksiyonunu oluşturur ve çıktıda öneri başına bir hedef puanı 
oluşturur. Fast R-CNN dedektörü, giriş olarak çok sayıda ROI 
kullanır. Alt örnekleme katmanı daha sonra her bir ROI için bir 
özellik vektörü çıkarır. Bu özellik vektörü, bir dizi tam bağlı 
(FC) katmana girer. Son olarak iki çıktı elde edilir. İlk çıktı, farklı 
nesneler üzerinde tahmin edilen bir olasılık dizisidir. İkinci 
çıktı ise sınırlayıcı kutunun koordinatlarıdır. Fast R-CNN 
dedektörü bölgesel teklifleri, orijinal görüntüden değil, ROI 
havuzuna girecek olan son özellik görüntüsünden alır. ROI 
havuzuna girecek olan özellik görüntüsünün çözünürlüğü, 
orijinal görüntünün çözünürlüğünden çok daha düşüktür. Bu 
nedenle, Faster R-CNN'nin hesaplanması, tüm R-CNN 
ailesinden daha kısadır. Sonuç olarak, Faster R-CNN, RPN ve 
Fast R-CNN cihazı aynı evrişim katmanlarını paylaştığından, 
nesne tespiti için tek ve birleşik bir ağ olarak düşünülebilir. 
Şekil 7'de, Faster R-CNN modelinin ayrıntılı yapısı 
gösterilmektedir.  

 

 

Şekil 7. Faster R-CNN modelinin genel yapısı [26] 

Figure 7. General structure of the Faster R-CNN model [26]



 

 
 

2.6 Nesne Tespit Algoritmalarının Değerlendirilmesi 
için Performans Metriği 

Nesne algılama problemleri için ortalama kesinlik (mAP) en çok 
kullanılan popüler bir değerlendirme metriğidir. Model 
tespitlerinin hem lokalizasyon hem de sınıflandırma 
performansları hakkında bilgi verir. Bu çalışmada derin 
öğrenme tabanlı YOLOv3 ile Faster R-CNN nesne tespit 
tekniklerinin sperm tespit problemi üzerindeki performansı, 
mAP puanları ve eğitim süreleri olmak üzere iki kriter 
açısından ölçülmüştür.  

IoU (Intersection over Union), görüntüde bir nesne 
dedektörünün doğruluğunu ölçmek için kullanılan bir 
değerlendirme metriğidir [30]. IoU hesabı, iki sınırlayıcı 
kutunun kesiştikleri alanın bileşimi alanına bölünmesi ile 
hesaplanır. IoU hesaplanırken ground truth (kesin referans) 
kavramı kullanılır. Ground truth olması gereken değerlere 
denir. IoU hesabı iki bölgenin kesiştikleri alanın (intersection) 
bu iki dikdörtgenin bileşiminin (union) alanına bölümü olarak 
hesaplanır. IoU kullanımına üç farklı örnek Şekil 8'de 
gösterilmektedir. mAP puanı, tüm sınıflar üzerinden veya IoU 
tarafından tanımlanan bölge içindeki ortalama kesinlik 
(precision) alınarak hesaplanır. 

 

Şekil 8. Sperm hücresi için üç farklı IoU hesaplama örneği 

Figure 8. Three different IoU calculation examples for sperm cell. 

 

IoU hesaplanırken B𝑝modelimizin tahmin edilen bölgesini ifade 

ederken B𝑎ise ground truth yani hedeflenen bölgeyi ifade eder. 
Denklem Eş. 1’deki gibi tanımlanır: 

IoU(B𝑝, B𝑎) =
(B𝑝 ∩ B𝑎) 

(B𝑝 ∪  B𝑎)
 (1) 

 

3 Deneysel Sonuçlar 

Çalışmada gerçekleştirilen deneyler, GPU (Graphics Processing 
Unit) hızlandırmalı bir donanım üzerinden Python programı 
kullanılarak gerçekleştirilmiştir. Anaconda yazılım geliştirme 
platformu üzerinde Jupyter Notebook kullanılarak yazılım 
geliştirilmiştir. Derin öğrenme ağ mimarisinde olan nesne 
tespit algoritmalarının eğitim aşamasında NVidia Geforce 2060 
(6gb) ekran kartı kullanılmıştır. Çalışmada sperm tespiti için 
videolar, iki farklı derin öğrenme tabanlı nesne tespit tekniği, 
üç farklı veri kümesi bölümleme oranı ile iki farklı senaryo 
altında analiz edilmiş ve model performansları 
değerlendirilmiştir. Birinci senaryoda video #1 ve #2 
modellerin eğitiminde kullanılmamış, diğer videolar ise üç 
farklı bölünme oranlarında modellerin eğitiminde ve 

performanslarının değerlendirilmesinde rol almıştır. Birinci 
senaryoya ait sonuçlar Tablo 2'de gösterilmektedir. İkinci 
senaryoda ise üç farklı oranda 8 video seti ile birinci senaryoda 
eğitilen modellerin eğitimde kullanılmayan veriler üzerindeki 
performanslarının değerlendirilmesi ve hasta bağımsız 
analizlerin gerçekleyebildiğinin analizi için video #1 ve #2 
sadece test seti olarak kullanılmıştır. İkinci senaryo 
kapsamındaki sonuçlar ise Tablo 3'te verilmiştir. 

Tablo 2. Senaryo 1 için mAP sonuçları. 

Table 2. mAP results for scenario 1 

Senaryo 1 Videolar Faster R-CNN YOLOv3 

%
2

0
 E

ği
ti

m
 %

8
0

 T
es

t 

3 0.77 0.83 

4 0.69 0.71 

5 0.76 0.82 

6 0.79 0.84 

7 0.80 0.81 

8 0.45 0.47 

9 0.66 0.66 

10 0.80 0.81 

Ortalama mAP 0.785 0.82 

Eğitim Süresi 29h 17h 

Ortalama 

Eğitim Süresi 

3.40h 2.10h 

%
5

0
 E

ği
ti

m
 %

5
0

 T
es

t 

3 0.82 0.84 

4 0.73 0.75 

5 0.79 0.85 

6 0.87 0.90 

7 0.81 0.82 

8 0.46 0.48 

9 0.73 0.76 

10 0.82 0.83 

Ortalama mAP 0.82 0.835 

Eğitim Süresi 34h 22h 

Ortalama 

Eğitim Süresi 

4.10h 2.50h 

%
8

0
 E

ği
ti

m
 %

2
0

 T
es

t 

3 0.83 0.85 

4 0.79 0.81 

5 0.80 0.85 

6 0.95 0.95 

7 0.93 0.96 

8 0.51 0.53 

9 0.77 0.92 

10 0.82 0.84 

Ortalama mAP 0.825 0.845 

Eğitim Süresi 37h 26h 

Ortalama 

Eğitim Süresi 

4.35h 3.10h 

Faster R-CNN ve YOLOv3 modellerinin test performanslarında 
en iyi mAP değerinin elde edildiği görüntü karesi, sonuçların 
görselleştirilmesi ve analizlerin kıyaslanabilmesi için sırasıyla 
Şekil 9 ve Şekil 10’da sunulmuştur. 



 

 
 

 

Şekil 9. Faster R-CNN yöntemi ile elde edilen en iyi sonuç. 

Figure 9. The best result obtained with Faster R-CNN method. 

 

 

Şekil 10. YOLOv3 yöntemi ile elde edilen en iyi sonuç. 

Figure 10. The best result obtained with YOLOv3 method. 

Birinci analiz senaryosunun sonuçları veri seti eğitim / test 
bölümlendirme oranları kapsamında incelendiğinde eğitime 
katılan veri miktarı artıkça her iki model içinde eğitim süreleri 
artarken mAP değerleri daha iyi sonuçlar vermiştir. Genel 
olarak en yüksek mAP değerlerini %80 eğitim %20 test 

ayarlaması ile elde edilmiştir. YOLOv3 test kümesi dahilinde 
kullanılan bütün bireysel video analizleri içerisinde Faster R-
CNN modeline göre daha yüksek mAP değerine ulaşmıştır. 
Videoların ayrı ayrı bireysel analiz sonuçları incelendiğinde, 
video #8 üzerinde her iki model için elde edilen performans 



 

 
 

sonuçları diğer videoların analizlerinden daha düşük olmuştur. 
Bunun nedeni, kameranın titreşiminden dolayı bulanıklık ve 
Halo etkisidir. Halo etkisi mikroskop ışığı altında oluşan 
efektler olarak tanımlanır ve biyomedikal mikroskop 
görüntülerde nesnelerin tanımlanmasında büyük engeldir [66]. 
Önerilen çalışmada da bu etki, sperm hücrelerinin tam olarak 
ayırt edilmemesine neden olmaktadır. Yapılan çalışmada 
modellerin süre bazlı performans kıyaslamasında ise YOLOv3 
yöntemi Faster R-CNN yöntemine göre ortalama 1,5 kat daha 
hızlı eğitim sürecini tamamlamıştır.  

Çalışmada gerçekleştirilen ikinci senaryoda, Video #1 ve #2 
dışında kalan videoların %20, %50 ve %80 gibi 3 farklı 
bölümleri eğitime dahil edilmiş ve modellerin daha önceden 
hiçbir şekilde eğitime katılmamış Video #1 ve #2 üzerinde 
performansları ölçülmüştür. Sonuçlar Tablo 3’te 
raporlanmıştır. Elde edilen sonuçlara göre, YOLOv3 modelinin 
birinci senaryonun %20 eğitilmiş hali Video #1 ve #2 için en 
yüksek mAP değerine ile sperm tespiti sonucunu verdiği 
gözlemlenmiştir. YOLOv3 modeli eğitiminde kullanılan test 
görüntülerinden bağımsız veri oranı artıkça eğitimde hiç 
kullanılmamış videoların testinde başarısız olmuştur. Faster R-
CNN ise YOLOv3'ün aksine eğitime katılan oran artıkça daha 
önce hiç görmediği videoların testinde daha yüksek mAP 
değerlerine ulaşılmıştır. Faster R-CNN ikinci senaryoda Video 
#1 ve #2 için en yüksek başarısını %80 eğitime katılan 
videolarla elde etmiştir. 

 

 

 

 

Tablo 3. Senaryo 2 sonuçları. 

Table 3. Scenario2 results. 

Senaryo 2 Videolar Faster R-

CNN 

YOLOv3 

%20 Eğitim %80 

Test 

1 0.62 0.84 

2 0.80 0.85 

%50 Eğitim %50 

Test 

1 0.73 0.62 

2 0.83 0.80 

%80 Eğitim %20 

Test 

1 0.81 0.60 

2 0.85 0.78 

Son olarak, sperm tespiti için modellerin başarısı ve genel 
olarak eğitim süreleri incelendiğinde, YOLOv3 modeli Faster R- 

CNN modeline göre eğitim süresi ve mAP değerleri kapsamında 
hasta odaklı analizlerde (birinci senaryo) daha yüksek 
performansa sahip olduğu gözlemlenmiştir. Fakat Faster R-
CNN modelinin eğitim süresinin YOLO'ya kıyasla daha uzun 
sürmesine rağmen, daha önce eğitime katılmamış videoların 
tespitinde (ikinci senaryo – hasta bağımsız analiz yaklaşımı) 
daha yüksek doğrulukta sperm tespitini gerçekleştirdiği 
belirlenmiştir. Şekil 11 Tablo 2 üzerinden elde edilmiş ortalama 
değerlerini (eğitim zamanı ve mAP), Şekil 12 ise Tablo 3’ten 
elde edilmiş Video1 ve Video2 için mAP performansının 
grafiksel olarak sunumunu göstermektedir. Faster R-CNN ve 
YOLO, gerçek zamanlı algılamaya çok yakındır. Fakat tamamen 
gerçek zamanlı algılama için yüksek hesaplamalı güçlü GPU’lar 
gerekmektedir. 

 

Şekil 11. Senaryo 1 için sekiz videonun ortalama mAP ve eğitim süresi sonuçları. 

Figure 11. Average mAP rates and training times of eight videos analyzed in scenario 1. 

 

 

 

 

 

 



 

 
 

 

Şekil 12. Senaryo 2’de eğitime katılmadan sadece test için kullanılan her iki videonun mAP sonuçları. 

Figure 12. mAP results of both videos used only for testing without participating in the training in scenario 2. 

 

4 Tartışmalar ve Sonuçlar 

Günümüzde kısırlık oranı tüm dünyada giderek artmaktadır. 
Kısırlıkta erkek faktörleri kritik öneme sahiptir çünkü 
vakaların yaklaşık %50'si erkek kaynaklı problemlerden 
kaynaklanmaktadır. Erkek kısırlığı tanısında spermin 
hareketliliği en bilgilendirici özelliklerden biridir. Hareket 
analizi öncesi sistemin performansı sperm tespiti doğru 
yapılması ile doğrudan ilişkilidir.  

Bu çalışmada veri toplamanın görsel değerlendirmede olduğu 
gibi gerçekleştirildiği, ancak analizin bilgisayar tarafından 
yapıldığı bir sistem önerildi. Bu çalışma kapsamında hem 
konsantrasyon hem de hareket analizi için kritik bir aşamaya 
sahip olan sperm tespiti problemi üzerinde derin öğrenme 
tabanlı nesne tespit tekniklerinin performans değerlendirmesi 
sunulmuştur. Etiketlenen videolar ile derin öğrenme tabanlı 
nesne tespit teknikleri hasta odaklı ve hasta bağımsız olarak 
isimlendirilebilecek iki farklı senaryoda eğitilmiş ve 
performansları ölçülmüştür. Model performansları, zaman ve 
doğruluk ölçütleri açısından değerlendirilmiştir. 

Sperm tespitinde çalışma kapsamında hazırlanan video veri 
seti üzerinde elde edilen sonuçlar incelendiğinde en yüksek 
başarım YOLOv3 ile ortalama %84,5 mAP değerleri 
raporlanmıştır. Bireysel video analizlerinde ise %96 mAP 
değeri özel hasta odaklı video analizlerinde önerilen çalışma 
kapsamında elde edilmiştir. Hasta bağımsız olarak 
nitelendirilen Senaryo 2 çalışması incelendiğinde ise, Faster R-
CNN yönteminin daha yüksek bir performans ile %85’e kadar 
eğitimde kullanılmamış veri setleri üzerinde sperm tespitini 
sağladığı gözlemlenmiştir. Elde edilen sonuçlar kapsamında, 
YOLOv3 veya Faster R-CNN gibi derin öğrenme tabanlı nesne 
tespit tekniklerinin gerçek hayatta uygulanabilir olduğu 
kanıtlanmıştır.  

Gelecekteki araştırmalarda Vision Transformer (ViT), YOLO v8 
veya v9 karşılaştırılması, U-Net tarzı simetrik mimarilerin 
kullanılması ve bu yöntemlerden hibrit bir yöntem geliştirmek 
hedeflenmektedir. Geliştireceğimiz yöntemi literatürdeki diğer 
yöntemler ile, aynı veri setleri ve aynı eğitim koşullarında süre 
ve mAP açısından karşılaştıracağız. Ayrıca detaylı sperm analizi 
için sperm tespiti probleminin ardından LSTM gibi yöntemleri 
kullanarak sperm izlemeye problemine odaklanarak yeni bir 
sperm izleme ve yörünge analiz yöntemi geliştirmeyi 
hedefliyoruz. 

5 Discussions and Conclusions 

Infertility rates are progressively increasing worldwide today. 
Male factors play a crucial role in infertility, as approximately 
50% of cases stem from male-related issues. Sperm mobility 
stands as one of the most informative characteristics in 
diagnosing male infertility. The system's performance prior to 
motion analysis is directly linked to accurate sperm detection. 

In this study, a system was proposed where data collection is 
conducted similarly to visual assessment, but the analysis is 
computer-based. The performance evaluation of deep learning-
based object detection techniques for sperm detection, a critical 
step for both concentration and motion analysis, is presented. 
The deep learning-based object detection techniques were 
trained, and their performance was measured on labeled videos 
under two different scenarios, which can be termed patient-
focused and patient-independent. Model performances were 
evaluated in terms of time and accuracy metrics. 

When examining the results obtained on the video dataset 
prepared within the scope of sperm detection, the highest 
achievement was reported with YOLOv3, showing an average 
mAP value of 84.5%. In individual video analyses, a special 
patient-focused video analysis yielded a mAP value of 96% 
according to the proposed study. When considering the patient-
independent Scenario 2, it was observed that the Faster R-CNN 
method performed better, achieving up to 85% on previously 
unused datasets for sperm detection. Based on the achieved 
results, it is evidenced that deep learning-based object 
detection techniques such as YOLOv3 or Faster R-CNN are 
applicable in real-life scenarios. 

In future research, we aim to compare Vision Transformer 
(ViT), YOLO v8 or v9, and U-Net style symmetric architectures, 
as well as to develop a hybrid approach from these methods. 
We intend to compare the method we develop with other 
existing methods in the literature in terms of time and mAP 
under the same data sets and training conditions. Furthermore, 
after addressing the sperm detection issue, we aim to focus on 
sperm tracking by employing methods like LSTM for detailed 
sperm analysis. Our goal is to develop a novel sperm tracking 
and trajectory analysis method, concentrating on the challenge 
of sperm tracking, using techniques such as LSTM, following the 
sperm detection problem. 



 

 
 

6 Teşekkür 

7 Yazar Katkı Beyanı 

Gerçekleştirilen çalışmada Yazar 1; fikrin oluşması, 
araştırılması, literatür taraması, metodolojisi, deney ve yazma, 
başlıklarında, Yazar 2; elde edilen sonuçların değerlendirilmesi, 
incelemesi ve tartışma başlıklarında, Yazar 3; yazım denetimi 
ve içerik açısından makalenin kontrol edilmesi başlıklarında 
katkı sunmuşlardır. 

8 Etik kurul onayı ve çıkar çatışması beyanı 

Yapılan çalışmada Recep Tayyip Erdoğan Üniversitesi Tıp 
Fakültesinden Girişimsel Olmayan Klinik Araştırmalar Etik 
Kurulu alınarak veriler elde edilmiştir. Hazırlanan makalede 
herhangi bir kişi/kurum ile çıkar çatışması bulunmamaktadır. 
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